Metoda quasi-Newton diagonală bazată pe minimizarea funcţiei Byrd-Nocedal pentru optimizare fără restricţii
Neculai Andrei

Institutul Naţional de Cercetare Dezvoltare în Informatică,

8-10, Mareşal Averescu, Bucureşti, România

	Rezumat

În această lucrare prezentăm o nouă paradigmă de optimizare fară restricţii care constă în următoarele ingrediente: 1) aproximarea matricei Hessian a funcţiei de minimizat cu o matrice diagonală, în care elementele diagonale sunt pozitive, 2) determinarea valorilor elementelor diagonale prin minimizarea funcţiei măsură a lui Byrd şi Nocedal referitor la ecuaţia secantei slabă a lui Dennis şi Wolkowicz. Algoritmul obţinut este foarte simplu, şi pentru acesta se demonstrează convergenţa liniară. Performanţele numerice ale algoritmului sunt ilustrate prin rezolvarea unui tren de 80 de probleme de test de optimizare fără restricţii de diverse structuri şi complexităţi, precum şi prin rezolvarea a cinci aplicaţii de optimizare fără restricţii cu 10000 sau 40000 de variabile. Comparaţii numerice intensive ale performanţelor acestui algoritm versus algoritmii pasul descendent, Cauchy cu scalare Oren-Luenberger, sau BFGS arată superioritatea abordării propuse în ceea ce priveşte numărul de iteraţii şi timpul de calcul pentru opbţinerea unei soluţii optime locale. Noutatea în această abordare este utilizarea funcţiei măsură, care în esenţa ei este un ingredient foarte puternic pentru demonstrarea proprietăţilor teoretice ale algoritmilor de optimizare fără restricţii. Noi am arătat aici importanţa ei şi în ceea ce priveşte generarea de algoritmi eficienţi de optimizare fără restricţii


1. Introducere
Pentru rezolvarea problemei de optimizare fără restricţii
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 este o funcţie continuu diferenţiabilă mărgnită inferior şi 
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 una dintre cele mai importante metode este metoda quasi-Newton. Plecând de la un punct iniţial care aproximează soluţia optimă a problemei (1) 
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 şi dispunând de o aproximaţie iniţială 
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 a Hessianului funcţiei 
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 simetrică şi pozitiv definită, această metodă generează un şir de puncte, calculate prin formula iterativă:
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unde direcţia de căutare 
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 este aleasă ca soluţie a sistemului algebric liniar:
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iar 
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 este lungimea pasului de deplasare de-a lungul acestei direcţii. În (3), 
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 este o aproximare a Hessianului 
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 în punctul 
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 este gradientul 
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Prima metodă quasi-Newton a fot propusă de Davidon [19], mai departe fiind analizată şi dezvoltată de Fletcher şi Powell [25]. Această metodă este cunoscută ca metods DFP. Multe alte metode quasi-Newton au fost proluse în literatură, dar de-a lungul anilor după numeroase experimente numerice metoda BFGS [16, 26, 29, 43] s-a impus, fiind considerată ca cea mai eficientă şi robustă pentru optimizare fără restricţii. În această metodă, aproximaţia Hessianului este calculată sub forma:
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 Deseori, în implementările practice, în locul formulei (3) direcţia de căutare este calculată ca 
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 este inversa aproximaţiei BFGS a Hessianului. Utilizând de două ori formula Sherman-Morrison-Woodbury de rang unu , din (4) obţinem:
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Lungimea pasului de căutare 
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 se determină prin căutare liniară exactă: 
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 sau mai practic prin căutare liniară inexactă de tipul Wolfe [46, 47]:
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unde constantele pozitive 
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 satisfac condiţia 
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Importanţa metodelor quasi-Newton a fost foarte repede recunoscută. Pentru a fi implementate, este necesară evaluarea gradientului funcţiei de minimizat. Totuşi, unul dintre defectele majore constă în faptul că această metodă cere memorarea aproximaţiei Hessianului sau a inversei acestuia. Deci, aceste metode sunt potrivite pentru rezolvarea problemelor de optimizare cu un număr mediu de variabile (câteva sute). Pentru a îmbunătăţi performanţele metodelor quasi-Newton, mai multe modificări ale acesteia au fost propuse în literatură. De exemplu, anumite metode modifică calculul lungimii pasului, ca în căutarea liniară nemonotonă [32], altele utilizează o nouă căutare liniară de tip Armijo [44], sau o modificare a metodei BFGS nemonotone [45]. În acest articol vom dezvolta un alt mod de abordare bazat pe actualizarea diagonală a Hessianului utilizând minimizarea funcţiei măsură a lui Byrd şi Nocedal.

Bertsekas [14, p. 67] a accentuat că pentru rezolvarea problemelor dificile, tendinţa este de a utiliza metode sofisticate ca metoda Newton sau metode de tip quasi-Nerwton. Deseori acesta este modul de abordare, mai ales pentru probleme prost condiţionate. Totuşi, metode mai simple cu proceduri simple de calcul a direcţiei de căutare şi a lungimii pasului de deplasare sunt mult mai profitabile dacât metodele sofisticate. Aceasta este motivată şi de faptul că proceduri sofisticate de calcul a direcţiei de căutare şi reguli complicate de calcul a lungimii pasului sunt bazate pe presupunei care nu sunt verificate în cazul problemelor dificile. Cu alte cuvinte, metode simple de optimizare sunt mult mai atractive şi deseori mult mai eficiente pentru rezolvarea problemelor dificile. Totuşi, trebuie să fie un echilibru, o balanţă între simplu şi simplist. Metoda prezentată în acest articol se încadrează în spiritual acestei observaţii. 
O idee recentă de a genera algoritmi simpli de minimizare pentru optimizarea fără restricţii constă în aproximarea Hessianului funcţiei de minimizat ca o matrice diagonală cu elemente positive pe diagonala principală. Acest mod de abordare a fost introdus de Nazareth [39], unde aproximarea diagonală a Hessianului este obţinută utilizând ecuaţia secantei propusă de Dennis şi Wolkowicz [21]. Zhu, Nazareth şi Wolkowicz [48] au utilizat un principiu variaţional pentru a determina elementele diagonale care satisfac: ecuaţia secantei, ecuaţia secantei modificată, metoda quasi-Cauchy, sau metoda quasi-Cauchy slabă. Variante ale acestui mod de abordare care nu implică căutarea liniară au fost date de Hassan, Leong şi Farid [31] şi de Leong, Hassan şi Farid [33]. Alte metode îmbunătăţite bazate pe metoda quasi-Cauchy modificată, care utilizează principiul variaţional, au fost dezvoltate şi analizate de Leong, Farid şi Hassan [34] şi Farid, Leong şi Zheng [24]. Toate aceste metode pentru calculul unei actualizări diagonale a Hessianului sunt bazate pe tehnica variaţională introdusă şi utilizată pentru prima dată pentru a se obţine actualizările quasi-Newton Powell-Symmetric-Broyden (PSB) sau Symmetric Rank One (SR1) (vezi Dennis şi Schnabel [20]). La fel ca în metodele quasi-Newton PSB şi SR1, defectul major constă în faptul că aceste actualizări bazate pe tehnici variaţionale pot conduce la matrice care nu sunt pozitiv definite, astfel ruinând complet convergenţa metodei. Pentru a remedia acest defect, Leong, Farid şi Hassan [35] au prezentat metode de scalare a actualizărilor diagonale quasi-Newton care conservă pozitiv definirea acestora. 

În acest articol propunem o altă abodare în care Hessianul funcţiei de minimizat este aproximat ca o matrice diagonală pozitiv definită. Elementele acestei aproximări diagonale a Hessianului sunt determinate prin minimizarea funcţiei măsură a lui Byrd şi Nocedal referitor la ecuaţia secantei slabă. Mai precis, elementele diagonale ale matricei care aproximează Hessianul funcţiei de minimizat sunt calculate prin minimizarea funcţiei măsură 
[image: image34.wmf]j

 a lui Byrd şi Nocedal [17] referitor la ecuaţia secantei slabă a lui Dennis şi Wolkowicz [21]. Pentru a determina multiplicatorul Lagrange asociat acestei restricţii se sugerează utilizarea condiţiei de conjugare într-o schemă adaptivă bazată pe polii ecuaţiei secantă slabe. Convergenţa globală se demonstrează pentru funcţii convexe, mărginite inferior şi diferenţiabile, utilizând operatorii trace şi determinant a matricei de iteraţie. Se demonstrează că atât pentru funcţii pătratice cât şi pentru cele nepătratice convergenţa este liniară. Experimente numerice intensive şi comparaţii cu algoritmul lui Barzilai şi Borwein [12], sau cu algoritmul Cauchy cu scalarea Oren şi Luenberger în formă complementară [42] sau cu metoda BFGS clasică arată că metoda sugerată şi algoritmul corespunzător este mult mai efficient şi robust. Experimentele numerice utilizează 80 probleme de test de optimizare fără restricţii descrise în [1], precum şi aplicaţii inginereşti din colecţia MINPACK-2  [8]. 
2. Calculul direcţiei de căutare
Byrd şi Nocedal [17] au introdus funcţia:
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definită pe mulţimea matricelor pozitiv definite, unde 
[image: image36.wmf]ln(.)

 reprezintă logaritmul natural. Fletcher [27] a observat că atât metoda BFGS cât şi metoda DFP pot fi obţinute printr-un argument variaţional utilizând funcţia 
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 Observăm că funcţia 
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 lucrează simultan cu trace (urma) şi determinantul matricei, astfel simplificând analiza metodelor quasi-Newton. În fapt, această funcţia este o măsură a matricelor implicând toate valorile proprii ale lui 
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 şi nu numai cea mai mică şi cea mai mare, cum tradiţional se utilizează în analiza metodelor quasi-Newton bazate pe numărul de condiţionare (vezi [2, 3, 5, 10, 11]). Observăm că această funcţie este strict convexă pe mulţimea matricelor simetrice şi pozitiv definite, şi este minimizată de 
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 Pe lângă acestea, ea este nemărginită când 
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 devine singulară sau infinită, ceea ce înseamnă că aceasta lucrează ca o funcţie barieră care păstrează 
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 pozitiv definită.

În cele ce urmează vom defini algoritmul nostru prin minimizarea acestei funcţii referitor la ecuaţia secantei slabă a lui Dennis şi Wolkowicz. Considerăm:
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 ca o matrice diagonală care multiplică gradientul cu semn schimbat în direcţia de căutare, adică direcţia de căutare este calculată ca 
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 este o matrice diagonală şi pozitiv definită, rezultă că în acest algoritm fiecare componentă a gradientului cu semn schimbat este înmulţită cu diferiţi factori pozitivi. Notăm că această metodă cere numai 
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 locaţii de memorie pentru a memora 
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 În contrast, în metoda quasi-Newton, 
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 locaţii de memorie sunt necesare pentru a memora matricea 
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 dimensională care aproximează Hessianul. 

După cum am zis, matricea 
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 în (9) este determinată ca soluţie a problemei:
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referitor la                                                                                                                        (10)
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unde restricţia din (10) este ecuaţia secantei slabă a lui Dennis şi Wolkowicz [21]. Motivaţia utilizării ecuaţiei secante slabă (10) este următoarea. Din ecuaţia secantei 
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 Dar, 
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 este un vector şi teorema de medie poate să nu fie adevărată pentru funcţii de mai multe variabile. Nu cunoaştem dacă sau nu există un vector 
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 (vezi Dennis şi Schnabel [20, pagina 74]). Totuşi, teorema lui Taylor şi teorema de medie ne asigură că există 
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 astfel încât 
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 Deci, pare rezonabil să presupunem că matricea diagonală 
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 satisface ecuaţie secantei slabă 
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 exprimată ca restricţie în (10).
Acum, având în vedere că 
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 problema de minimizare (10) devine:
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referitor la:                                                                                                                       (11)
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unde 
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 este multiplicatorul Lagrange. Soluţia problemei (11) este un punct staţionar al Lagrangianului [4]. Deci, din (12) obţinem:
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Din (13), elementele diagonale ale matricei 
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Deoarece 
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 din (9) şi (14) rezultă că
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 sunt respectiv componentele vectorilor 
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. Observăm că fiecare componentă a direcţiei de căutare 
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 o metodă directă este de a rezolva sistemul neliniar dat de restricţiile din (10), 
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Vedem că această funcţie este independentă de minimizarea funcţiei 
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 Observăm că 
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 Toţi aceşti poli sunt negativi. Considerăm 
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valuarea maximă a polilor. Derivata lui 
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şi observăm că 
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Deci, 
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 zerouri. Pentru a menţie pozitiv definirea aproximaţiei diagonale a Hessianului 
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 suntem interesaţi numai de zeroul cel mai mare. Observăm că cu această soluţie din intervalul (19) elementele diagonale 
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Totuşi, această metodă bazată pe rezolvarea ecuaţiei neliniare 
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 este prea complicată pentru a fi implementată. Pentru obţinerea unei valori a lui 
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unde 
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 este un parametru care va fi discutat mai târziu. Introducînd (15) în (20), se obţine următoarea valoare pentru 
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  Întru-cât 
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 din (9) trebuie să fie pozitiv definită, adică din (14) 
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 sugerăm calculul multiplicatorului Lagrange într-o manieră multiplicativă ca:
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unde  
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 este polul maxim al lui 
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 este o mică perturbare a valorii maxime a polului, introdusă pentru a evita singularităţile (de exemplu 
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 dată de (22) este că suntem interesaţi de o soluţie aproximativă a ecuaţiei 
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 Totuşi preferăm un punct care satisface condiţia de conjugare.
Actualizare diagonală utilizând minimizarea funcţiei 
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	2.
	Se testează un criteriu de oprire a iteraţiilor. De exemplu, dacă 
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 atunci stop. Altfel, se continuă cu pasul 3

	3.
	Se determină lunginea pasului 
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	5.
	Se calculează multiplicatorul Lgrange 
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	6.
	Se calculează direcţia de căutare 
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Observăm că direcţia de căutare este calculată ca 
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 cu componentele date de (15) este o direcţie descendentă. Suplimentar, vedem că pentru orice 
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 Din (15) observăm că direcţia de căutare este o perturbare aditivă a direcţiei pasului descendent. 
3. Convergenţa globală 
În cele ce urmează demonstrăm că algoritmul MINFI cu căutare liniară inexactă este global convergent pentru minimizarea funcţiilor convexe. 
Din (14) vedem că
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Deoarece din (22) 
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Teorema 3.1: Presupunem că funcţia 
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 este convexă, mărginită inferior şi de două ori continuu diferenţiabilă în 
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  Atunci algoritmul MINFI este global convergent, adică
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Demonstraţie:  
Din (6) obţinem:
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Deoarece funcţia 
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 este mărginită inferior, rezultă că
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Acum, să presupunem prin contradicţie că 
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Atunci există o constantă pozitivă 
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 astfel încât pentru toţi 
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Deoarece 
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Din (24) vedem că urma matricei 
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 şi determinatul ei sunt mărginite. Deci, ambele şiruri 
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unghiul dintre direcţia pasului descendent dată de 
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 şi direcţia de căutare 
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 dată de algoritmul MINFI este mărginit faţă de zero. Aceasta, împreună cu presupunerea (28) dă o contradicţie, deoarece rezultatul lui Zoutendijk [49] (vezi de asemenea Wolfe [46, 47]) afirmă că orice metodă de tipul (2) - (3) satisface
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Deci această contradicţie arată că  
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În cele ce urmează vom investiga convergenţa algoritmului MINFI pentru rezolvarea problemelor pătratice cu căutare liniară exactă. Să considerăm minimizarea funcţiei pătratice:
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 este o matrice simetrică şi pozitiv definită. În acest caz algoritmul bazat pe minimizarea funcţei măsură a lui Byrd şi Nocedal este
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şi 
[image: image203.wmf]k

B

 este o matrice diagonală, pozitiv definită cu elementele diagonale date de (14). 
Teorema 3.2: Fie 
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Atunci pentru algoritmul (31) la fiecare iteraţie 
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 are loc:
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unde 
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 sunt cea mai mică şi respectiv cea mai mare valoare proprie a matricei 
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Demonstraţie:

Prin substituţie directă obţinem:
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Notăm:
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Acum, din inegalitatea lui Kantorovich (vezi [37, pagina 235]) obţinem:
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unde 
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 sunt cea mai mică, respectiv cea mai mare valoare proprie a lui 
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Teorema zice că pentru programarea pătratică (30), dacă 
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atunci ambele valori proprii 
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 sunt apropiate de unitate şi deci convergenţa este rapidă. Dacă 
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 are o valoare proprie la mare distanţă de celelalte, atunci convergenţa va fi lentă. În cazul nostru, 
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 din (31), generat de metoda de actualizare quasi-Newton diagonală cu minimizarea funcţiei măsură Byrd-Nocedal (8), este diagonală, pozitiv definită, departe de 
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 Cu alte cuvinte, din (35) vedem că convergenţa algoritmului MINFI pentru programarea pătratică este numai liniară. 
Exemplu ilustrativ. Considerăm, de exemplu, minimizarea funcţiei 
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 Soluţia acestei probleme este 
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 Metoda pasului descendent furnizează soluţia optimă în 492 iteraţii şi 527 evaluări ale gradientului. Pe de altă parte, MINFI dă aceeaşi soluţie în 48 iteraţii şi 92 evaluări ale gradientului. De-a lungul iteraţiilor, pentru MINFI avem 
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 adică convergenţa este liniară. Diferenţa dintre algoritmi este mai dramatică pentru probleme de mari dimensiuni. De exemplu, pentru 
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 pasul descendent necesită 5026 iteraţii şi 5070 evaluări ale gradientului. Pe de altă parte, MINFI necesită numai 183 iteraţii şi 282 evaluări ale gradientului. (
În general, pentru funcţii nepătratice, în loc de 
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 avem Hessianul 
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 dat de (9) cu elementele calculate ca în (14), este o matrice diagonală, pozitiv definită care este departe de 
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 Totuşi, în acest caz linia 
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 Deci, pentru funcţii obiectiv generale (nepătratice) convergenţa lui MINFI este de asemenea liniară.
4. Rezultate numerice
În această secţiune prezentăm rezultate numerice cu o impementare Fortran a algoritmului MINFI. Algoritmul MINFI este comparat cu pasul descendent, cu algoritmul lui Barzilai şi Borwein [12], cu algoritmul Cauchy cu scalarea Oren şi Luenberger în formă complementară [42] şi cu algoritmul BFGS clasic. Componentele direcţiei de căutare în MINFI sunt calculate ca în (15). Referitor la valoarea parameterului 
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 din condiţia de conjugare (20), în experimentele noastre am găsit că valoarea 
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 este una dintre cele mai bune. Direcţia de căutare în algoritmul pasului descendent este calculată ca 
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 Direcţia de căutare în algoritmul  BFGS este calculată sub forma 
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În toţi algoritmii, cu excepţia algoritmului lui Barzilai şi Borwein, lungimea pasului este determinată prin condiţiile de căutare liniară Wolfe date de (6) şi (7), unde 
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 Iteraţiile sunt oprite dacă inegalitatea 
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 este satisfăcută, unde 
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 este o valoare pozitivă sufficient de mică, şi 
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 este componenta cu valoarea absolută maximă a unui vector, sau dacă numărul de iteraţii depăşeşte o valoare întreagă prespecificată. Toate programele sunt scrise în Fortran, dublă precizie şi compilate cu f77 (default compiling settings) pe o maşină Intel Pentium 4, 1.8GHz.
În acest studiu numeric am considerat un număr de 80 de probleme de test de optimizare fără restricţii cu numărul de variabile limitat la 
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prezentate în [1]. Algoritmii pe care-i comparăm furnizează soluţii optime locale. Deci, comparaţia între aceştia se face în următorul context. Fie 
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 valorile optime găsite de ALG1 şi respective de ALG2 pentru problema 
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 Zicem că, pentru problema particulară 
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 performanţa lui ALG1 a fost mai bună decât a lui ALG2 dacă: 
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şi dacă numărul de iteraţii (#iter), sau numărul de evaluări ale funcţiei şi gradientului (#fg), sau timpul de calcul CPU al lui ALG1 a fost mai mic decât numărul de iteraţii, sau decât numărul de evaluări ale funcţiei şi gradientului, sau decât timpul de calcul CPU corespunzător lui ALG2. 

În primul set de experimente numerice comparăm MINFI versus pasul descendent (SP). Tabelul 1 prezintă performanţele lui MINFI versus SP pentru diferite valori ale lui 
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 pentru rezolvarea setului de 80 de probleme, fiecare dintre acestea cu 1000 variabile. Clar, ambii algoritmi au o rată de convergenţă liniară. Referitor la timpul de calcul CPU, pentru toate valorile lui 
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, algoritmul MINFI este cel mai bun în comparaţie cu pasul descendent. Pentru a obţine o soluţie, SP cere mai multe iteraţii dacât MINFI. Referitor la numărul de evaluări ale funcţiilor de minimizat şi a gradientului acestora, vedem că MINFI este cel mai bun. Chiar dacă multiplicatorul Lagrange 
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 nu este calculat ca soluţie a ecuaţiei 
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 valoarea obţinută prin schema adaptivă (22) este acceptabilă pentru performanţele lui MINFI.
Tabelul 1. Performanţele lui MINFI versus SP.
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Figurele 1(a) şi 1(b) prezintă profilul de performanţă Dolan şi Moré [22] asociat acestor algoritmi, pentru 
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 şi respectiv pentru 
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, referitor la timpul de calcul CPU, unde 
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 şi numărul de iteraţii este limitat la 50000.
	[image: image274.png]095

09

085

08

075

07

065

055

CPU time metric, 60 problems

""" Steepest-Descent (SP) |

6

8
T

10 12




	[image: image275.png]06

05

Steepest-Descent (SP) ..

MINFI SP -
0 16 2 1
7 0 1 ]
cpu 550 2 1
CPU time metric, 58 problems 1
4 6 8 10 12 14

T





	(a)
	(b)


Fig. 1. MINFI versus SP.  (a)
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Din Figura 1(a), când comparăm MINFI versus SP, referitor la numărul de iteraţii, vedem că  MINFI a fost mai bun în 42 probleme (adică a realizat numărul minim de iteraţii în rezolvarea a 42 de probleme), în timp ce SP a fost mai bun în 14 probleme. Ambii algoritmi au obţinut acelaşi număr de iteraţii în rezolvarea numai a 4 probleme, etc. Din 80 de probleme considerate în acest studiu numeric, numai pentru 60 dinte ele criteriul (37) a fost satisfăcut.

Din profilele de performanţă arătate în Figurile 1(a) şi 1(b) vedem că MINFI este în top faţă de SP, şi diferenţele sunt semnificative. Deoarece ambele programe, care implementează aceşti algoritmi, utilizează aceleaşi condiţii Wolfe pentru determinarea lungimii pasului şi acelaşi criteriu de oprire a iteraţiilor, vedem că acestea diferă numai în procedura de calcul a direcţiei de deplasare. Procentul de probleme pentru care un algoritm este mai rapid este dat în partea din stânga a figurii. Partea din dreapta dă procentul de probleme care au fost rezolvare cu success de aceşti algoritmi. Cu alte cuvinte, partea din stânga figurii arată eficienţa unui algoritm, partea din dreapta arată robusteţea lui.
În al doi-lea set de experimente numerice comparăm MINFI versus algoritmul lui Barzilai şi Borwein (BB) [12]. În BB aproximarea soluţiei problemei (1) este calculată ca: 
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Tabelul 2 prezintă performanţele acestor algoritmi pentru 
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 şi diferite valori ale lui 
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 Numărul maxim de iteraţii este limitat la 50000.
Tabelul 2. Performanţele lui MINFI versus BB.
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Figura 2 prezintă profilul de performanţă Dolan şi Moré al acestor algoritmi referitor la timpul de calcul CPU, unde numărul de variabile este 10000, 
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 şi numărul maxim de iteraţii este limitat la 100000. 
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Fig. 2. MINFI versus BB. 
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Din Tabelul 2 vedem că BB este uşor mai rapid, necesitând mai puţine iteraţii şi un număr mai mic de evaluări ale gradientului. Referitor la timpul de calcul CPU, Figura 2 arată că ambii algoritmi au aceeaşi eficienţă şi aceeaşi robusteţe, BB fiind uşor mai rapid. MINFI consumă mult timp pentru calculul lungimii pasului 
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 utilizând condiţiile Wolfe (6) şi (7). Pe de altă parte, BB fiind un algoritm de pas descendent în două puncte este foarte rapid, necesitând numai două produse scalare pe iteraţie.
În al trei-lea set de experimente numerice comparăm MINFI versus algoritmul lui Cauchy cu scalarea Oren şi Luenberger [42], unde de data aceasta numărul de variabile este limitat la  100. În algoritmul lui Cauchy cu scalarea Oren şi Luenberger în formă complementară (COL), iteraţiile sunt calculate ca: 
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                                                     (39)
unde 
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 este determinat de condiţiile Wolfe (6) şi (7). Prima iteraţie a acestui algoritm este dată de pasul descendent [48, 42]. Tabelul 3 prezintă performanţele acestor algoritmi pentru diferite valori ale lui 
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, numărul maxim de iteraţii fiind limitat la 50000. 

Tabelul 3. Performanţele lui MINFI versus COL.
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Observăm diferenţele dintre aceşti algoritmi. În algoritmul COL, la iteraţia 
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 toate componentele cu semn schimbat ale gradientului sunt scalate cu acelaşi factor 
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 care este pozitiv dacă se utilizează condiţiile Wolfe de căutare liniară. În MINFI, componentele cu semn schimbat ale gradientului sunt scalate ca în (15) cu diferiţi factori pozitivi. Aceasta este mai avantajoas în ceea ce priveşte accelerarea componentelor gradientului la zero, adică accelerarea convergenţei.
În al patru-lea set de experimente numerice algoritmul MINFI este comparat cu algoritmul BFGS clasic, în care inversa Hessianului este calculată ca în (5) şi lungimea pasului de deplasare este determinată de condiţiile Wolfe inexacte (6) şi (7). Figura 3 prezintă profilele de performanţă ale acestor algoritmi referitor la timpul de calcul, unde  
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 (În aceste experimente am considerat probleme cu un număr mic de variabile pentru a avea un timp de calcul rezonabil pentru algoritmul BFGS.) Observăm că MINFI este mult mai efficient şi mult mai robust decât BFGS.
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Fig. 3. MINFI versus BFGS. 
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6. Aplicaţii

În această secţiune vom utiliza câteva aplicaţii inginereşti din colecţia MINPACK-2, care conţine aplicaţii din diverse domenii de activitate (electricitate, dimanica fluidelor, elasticitate, combustie, lubrificaţie, teste nedistructive, cinetică chimică, etc.) (vezi Averick Carter, Moré, Xue [8]). Vom compara algoritmul MINFI versus algoritmul Cauchy cu scalarea Oren şi Luenberger – COL. În experimentele noastre am considerat cinci aplicaţii din MINPACK-2, care sunt sumarizate în Tabelul 4. O descriere completă a acestor aplicaţii este dată în [8]. 
Tabelul 4. Aplicaţiile de optimizare din MINPACK-2
considerate în acest studiu numeric.

	Nr.
	Numele aplicaţiei
	Parametrii

	1
	Torsiunea elasto-plastică a unei bare
	c=5

	2
	Distribuţia presiunii într-un lagăr de alunecare (cuzinet)
	ecc=0.1,  b=10

	3
	Proiectarea optimă a unei bare cu rigiditate torsională maximă 
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	4
	Combustia staţionară a unui material solid 
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	5
	Suprafeţe minimale cu condiţii Enneper pe frontieră 
	-


Ultima coloană a Tabelului 4 conţine valorile parametrilor asociaţi acestor aplicaţii utilizaţi în testele numerice. În cele ce urmează vom prezenta aceste aplicaţii, după care vom arăta performanţele algoritmului MINFI în comparaţie cu algoritmul COL în ceea ce priveşte rezolvarea lor.
Aplicaţia A1. Torsiunea elasto-plastică a unei bare
Problema constă în determinarea câmpului de eforturi într-o bară cilindrică infinit lungă. Versiunea infinit dimensională a acestei probleme este următoarea.
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În mod similar, aproximarea peste elementul 
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Deci, aproximarea prin elemente finite a problemei conduce la următoarea problemă de programare pătratică:
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În această formulare 
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 În experimentele noastre am considerat 
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Fig. 4. Soluţia aplicaţiei A1. 
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Aplicaţia A2. Distribuţia presiunii într-un lagăr de alunecare (cuzinet)
Problema constă în determinarea distribuţiei presiunii într-un film subţire de lubrifiant între doi cilindri circulari. Versiunea infinit-dimensională a problemei este:
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În experimentele noastre am considerat 
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Fig. 5. Soluţia aplicaţiei A2. 
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Aplicaţia A3. Proiectarea optimă a unei bare cu rigiditate torsională maximă
Problema constă în a determina în mod optim plasarea a două materiale elastice în secţiunea transversală a unei bare cu rigiditate torsională maximă. Formularea problemei se găseşte în Goodman, Kohn şi Reyna [30] şi Averick, Carter şi Moré [9]. 
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 Goodman, Kohn şi Reyna [30] dau detalii asupra acestei probleme şi o formulează în termenii proiectării optime a unei familii de probleme de optimizare de forma:


[image: image419.wmf]{

}

1

0

():(),

minfvvHD

l

Î


unde 
[image: image420.wmf]R

D

H

f

®

)

(

:

1

0

l

 este funcţionala 


[image: image421.wmf](

)

{

}

()()()d

D

fvvxvxx

ll

y

=Ñ+

ò


şi 
[image: image422.wmf]R

R

®

:

l

y

 este o funcţie pătratică pe porţiuni. În această formulare 
[image: image423.wmf]l

 este multiplicatorul Lagrange asociat problemei, iar funcţia pătratică pe porţiuni 
[image: image424.wmf]l

y

 este de forma:


[image: image425.wmf]ï

ï

ï

î

ï

ï

ï

í

ì

£

-

+

-

£

£

-

£

£

=

,

),

2

1

(

)

(

2

1

,

),

2

1

(

,

0

,

2

1

)

(

2

1

2

1

2

2

2

2

1

2

1

1

1

2

1

2

2

t

t

t

t

t

t

t

t

t

t

t

t

t

t

t

t

t

m

m

m

m

y

l


cu punctele de discontinuitate 
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Definiţia punctelor de discontinuitate implică 
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 Într-o manieră canonică se poate obţine o aproximare prin elemente finite în sensul  minimizării lui 
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sunt obţinute ca soluţie a următoarei probleme de minimizare:
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În această formulare 
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Figura 6 prezintă soluţia  aplicaţiei pentru discretizarea 
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Fig. 6. Soluţia aplicaţiei A3. 
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Aplicaţia A4. Combustia staţionară a unui material solid
Studiul regimului staţionar al combustiei solidelor se poate exprima ca următoarea problemă de optimizare infinit dimensională.
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 un parametru cunoscut. Această problemă este formularea variaţională a următoarei probleme cu valori la limită (problema variaţională Bratu):
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 este operatorul Laplacian. Aris [7], şi Bebernes şi Eberly [13] discută această problemă în contextul combustiei solidelor. O proprietate interesantă a acestei probleme este că 
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Problema este rezolvată utilizând aproximarea prin elemente finite, prin minimizarea lui  
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În această formulare 
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Figura 7 arată soluţia problemei combustiei solidelor (problema variaţională Bratu) pentru 
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Fig. 7. Soluţia aplicaţiei A4. 
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Aplicaţia A5. Suprafeţe minimale
Determinarea suprafeţei cu arie minimă când condiţiile pe frontiera unui domeniu convex 
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 sunt cunoscute este o problemă infinit dimensională de forma: 
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 defineşte în mod unic soluţia problemei suprafeţei minimale [40]. O descriere a acestei probleme se găseşte de asemenea în [15, pagina 128]. 


O suprafaţă minimă interesantă a fost descoperită de Enneper prin definirea lui 
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O aproximaţie prin elemente finite a acestei probleme se obţine prin minimizarea lui 
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În această formulare, 
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O reprezentare a suprafeţei cu arie minimă în aceste condiţii pe frontieră este ilustrată în Figura 8.
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Fig. 8. Soluţia aplicaţiei A5. 
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Tabelele 5 şi 6 conţin performanţele algoritmilor MINFI şi COL pentru rezolvarea acestor aplicaţii, unde numărul de variabile este 
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 în criteriul de oprire a iteraţiilor. În ambii algoritmi, lungimea pasului a fost calculată utilizând condiţiile de căutare liniară Wolfe date de (6) şi (7). În aceste tabele #iter este numărul de iteraţii, iar cpu este timpul de calcul este exprimat în secunde.
Tabelul 5. Performanţele lui MINFI şi COL pentru
rezolvarea a 5 aplicaţii MINPACK-2. 
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	MINFI
	COL

	Nr.
	#iter
	cpu
	#iter
	cpu

	1
	1587
	3.27
	1922
	3.55

	2
	11309
	26.32
	14685
	30.69

	3
	9927
	33.81
	16130
	51.47

	4
	7342
	55.50
	7390
	54.23

	5
	3044
	8.18
	5096
	12.66

	Total
	33209
	127.08
	45223
	152.60


Tabelul 6. Performanţele lui MINFI şi COL pentru

rezolvarea a 5 aplicaţii MINPACK-2. 
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	MINFI
	COL

	Nr.
	#iter
	cpu
	#iter
	cpu

	1
	4925
	40.32
	4420
	32.45

	2
	33950
	307.63
	48091
	393.67

	3
	19731
	266.48
	28878
	366.20

	4
	11882
	357.76
	14463
	423.56

	5
	9193
	97.93
	16495
	162.30

	Total
	79681
	1070.12
	112347
	1378.18


Referitor la numărul de iteraţii cât şi la timpul de calcul, din aceste tabele vedem că MINFI este cel mai bun faţă de COL. 
Discuţie. Toate rezultatele numerice obţinute până acum utilizează o valoare a multiplicatorului  Lagrange 
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 determinată prin procedura adaptivă (22), luând în considerare condiţia de conjugare (20). Chiar dacă această abordare bazată pe condiţia de conjugare este cumva stranie, totuşi experimentele numerice arată că aceasta este benefică în cadrul algoritmului MINFI. Totuşi, valoarea multiplicatorului Lagrange nu este sub nici o formă o soluţie a ecuaţiei  
[image: image555.wmf]()0,

F

l

=

 unde 
[image: image556.wmf]()

F

l

 este dat de (16), aşa cum ar trebui să fie conform teoriei optimizării cu restricţii [4]. Procedura adaptivă (22) furnizează numai o valoare a lui 
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Pentru a vedea comportarea algoritmului MINFI, în cele ce urmează vom considera o procedură bazată pe căutarea unei soluţii a ecuaţiei 
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 utilizând de exemplu metoda Newton-Raphson. În acest caz metoda Newton-Raphson calculează aproximaţii ale multiplicatorului Lagrange prin formula iterativă:
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 Tabelul 7 prezintă performanţele algoritmului MINFI cu metoda Newton-Raphson pentru rezolvarea aplicaţiilor din colecţia MINPACK-2 considerată în studiul numeric de mai sus cu 
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[image: image566.wmf]40000

n

=

. 
Tabelul 7. Performanţele lui MINFI cu Newton Raphson
pentru rezolvarea a 5 aplicaţii MINPACK-2 .

	
	MINFI
	MINFI
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	Nr.
	#iter
	cpu
	#iter
	cpu

	1
	1739
	6.20
	4977
	70.80

	2
	11611
	34.61
	34418
	399.93

	3
	8940
	36.92
	19207
	312.46

	4
	6608
	53.60
	14705
	474.00

	5
	3105
	10.34
	8698
	115.17

	Total
	32003
	141.67
	82005
	1372.36


Din Tabelele 5, 6 şi 7 vedem că utilizarea algoritmului Newton-Raphson iniţializat în 
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) nu reprezintă o îmbunătăţire a lui MINFI. Referitor la timpul de calcul vedem că MINFI cu Newton-Raphson pentru calculul multiplicatorului Lagrange necesită 141.67 secunde pentru aplicaţiile din MINPACK-2 cu 10000 variabile, şi 1372.36 secunde pentru aplicaţiile cu 40000 variabile. Pe de altă parte, MINFI cu procedura adaptivă (22) bazată pe condiţia de conjugare (20) necesită numai 127.08 secunde pentru aplicaţiile cu 10000 variabile şi respective 1070.12 secunde pentru cele cu 40000 variabile. 

Ca o concluzie, procedura adaptivă (22) bazată pe condiţia de conjugare (20) reprezintă o foarte bună procedură de estimare a multiplicatorului Lagrange din algoritmul de minimizare bazat pe aproximarea diagonală a Hessianului cu minimizarea funcţiei măsură a lui Byrd şi Nocedal.
5. Concluzii
Noutatea metodei prezentată în acest articol constă în faptul că elementele diagonale ale matricei diagonale care înmulţeşte gradientul cu semn schimbat sunt determinate prin minimizarea funcţiei măsură a lui Byrd şi Nocedal referitor la ecuaţia secantei slabă a lui Dennis şi Wolkowicz. Algoritmul este simplu. Totuşi, complicaţiile apar când trebuie determinată o valoare a multiplicatorului Lagrange corespunzător problemei de minimizare a funcţiei măsură referitor la ecuaţia secantei slabă. Pentru a evita aceste complicaţii (date de complexitatea funcţiei 
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) am introdus şi utilizat condiţia de conjugare proprie algoritmilor de gradient conjugat, precum şi o schemă iterativă bazată pe polul maxim al funcţiei 
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. Convergenţa algoritmului este bazată pe operatorii trace şi determinant a matricei de iteraţie, care este numai liniară. Experimentele computaţionale arată că acest mod de abordare care implică funcţia măsură Byrd-Nocedal este superior algoritmului pasului descendent, algoritmului Cauchy cu scalarea Oren şi Luenberger, precum şi algoritmului BFGS pentru clase mari de probleme de optimizare fără restricţii cu diverse structuri şi complexităţi, incluzând aplicaţii complexe din colecţia MINPACK-2. Performanţele algoritmului sunt comparabile cu cele ale algoritmului lui Barzilai şi Borwein.
Ceea ce relevă această abordare, bazată pe aproximarea diagonală a matricei Hessian a funcţiei de minimizat, în care elementele diagonale se determină prin minimizarea funcţiei măsură a lui Byrd şi Nocedal referitor la ecuaţia secantei slabă Dennis-Wolkowicz, este faptul că algoritmii quasi-Newton nu sunt foarte tare dependenţi de aproximarea Hessianului funcţiei de minimizat. Observăm că o matrice diagonală (cea mai simplă matrice) poate înlocui cu success aproximarea 
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dimensională a Hessianului aşa cum este de exemplu utilizată în metoda BFGS. Evident, preţul pe care trebuie să-l plătim este convergenţa liniară. Ca o observaţie finală, menţionăm că funcţia măsură Byrd-Nocedal nu este numai un ingredient teoretic foarte important în analiza metodelor quasi-Newton, dar, după cum am arătat, aceasta poate conduce la proiectarea de algoritmi eficienţi şi robuşti de optimizare fără restricţii (vezi [6]).
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